
 عبر التقليم والكمّنة والانتباه الفعاّل  (Transformers) تحسين كفاءة نماذج المحولات

محورًا أساسياً في تطبيقات الذكاء الاصطناعي الحديثة، لكنها   (Transformers) أصبحت نماذج المحولات
عالية بسبب تعقيد الانتباه الذاتي، وحجم المعلمات الكبير، وتكاليف التدريب والاستدلال.   حوسبية تعاني من كلفة

،  (Quantization) ، والكمّنة(Pruning) يستعرض هذا التقرير ثلاثة محاور رئيسية لتحسين الكفاءة: التقليم
 ( Efficient Attention) والانتباه الفعاّل

 

 الأوراق اختيار منهجية

 (arXiv، CVPR/IEEE، Springer) تم الاعتماد على الأوراق المنشورة في مستودعات موثوقة

 الأوراق وتحليل الأدبيات مراجعة

 Linformer — Self-Attention with Linear Complexity (2020 ) :1الورقة 

تعلمياً، ما  إلى أبعاد أقل V و  K الملخص: تقترح الورقة تقريباً منخفض الرتبة لمصفوفة الانتباه بحيث يتم إسقاط 
 .ويحقق أداءً مقارباً للمحول القياسي مع توفير كبير في الذاكرة والزمن O(n) إلى O(n²) يخفض التعقيد من

 .، مكاسب كبيرة في الذاكرة والزمنNLP نقاط القوة: وضوح رياضي ومنهجي، نتائج قوية على مهام •

نقاط الضعف/القيود: قد يتراجع الأداء في سياقات طويلة جدًا أو مهام تتطلب دقة انتباه كاملة؛ يعتمد على  •
 .افتراض انخفاض الرتبة

 

 RECAP — Resource-Efficient Transformer Pruning for Finetuning of: 2الورقة 
Large Models (CVPR 2024) 

يعتمد تقدير الأهمية )تايلور/فيشر( مع  (Fine-tuning) الملخص: إطار تقليم متكرر أثناء الضبط الدقيق •
 .% مع الحفاظ على الأداء65تحديث جزئي للأوزان؛ يقلل بصمة الذاكرة حتى ~ 

 .، ويحافظ على الأداء مع تقليل الذاكرة، وتجارب واسعة(ViTsو LLMs) نقاط القوة: يلائم النماذج الكبيرة •

 نقاط الضعف/القيود: إجراءات متعددة الخطوات وقد تكون مكلفة حسابياً؛ الحساسية لطريقة تقدير الأهمية  •

 

 Energy-Efficient Transformer Inference (2025 ): 3الورقة 

الملخص: تقييم عملي لتقنيات الكمّنة الثابتة والتقليم الهيكلي على نماذج للسلاسل الزمنية؛ أظهرت الكمّنة  •
 .%( مع تدهور طفيف في الدقة63%( والتقليم تسريعاً في الاستدلال )~29خفضًا لاستهلاك الطاقة )~ 

 .نقاط القوة: تركيز واضح على مؤشرات الطاقة والسرعة مع توثيق كمّي جيد؛ توازن جيد بين الكلفة والأداء •

 والرؤية NLP نقاط الضعف/القيود: النطاق مقصور على السلاسل الزمنية؛ الحاجة لتقييمات أوسع على •

 

 

 



 Energy-Efficient (2025 ) : نسخة موسّعة من4الورقة 

الملخص: تعميق التحليل المتعلق بالطاقة والبصمة الكربونية وتأثير حجم النموذج، مع تأكيد النتائج السابقة  •
 .حول فاعلية الكمّنة والتقليم

 .نقاط القوة: منظور استدامة/طاقة مهم يدعم نتائج النسخة الأساسية ويضيف تفاصيل تطبيقية  •

 .بل توسعة وتأكيد ذاتها  نقاط الضعف/القيود: ليست مساهمة منهجية جديدة بحد  •

 

 ( Springer 2026) : مراجعة شاملة لتقنيات تقليم المحولات5الورقة 

بين الكثافة والدقة،   المفاضلات الملخص: مسح منهجي للتقليم البنيوي وغير البنيوي والهجين، مع مناقشة •
 .والقابلية للتعميم، وكلفة التقليم

 .نقاط القوة: رؤية شاملة للمنهجيات والتحديات العملية، مفيدة لتأطير قرارات التصميم •

 .نقاط الضعف/القيود: غياب مقترحات عملية جديدة أو بروتوكولات تطبيق تفصيلية •

 

 RECAP (2024 ) الداعمة لإطار IEEE/IBM : نسخة6الورقة 

 .عبر مهام ونماذج متعددة وتفاصيل تطبيقية إضافية RECAP الملخص: تعزيز توثيق إطار •

 .نقاط القوة: يزيد موثوقية النتائج ويعرض مقارنات إضافية •

 .نقاط الضعف/القيود: محتوى متداخل مع الورقة الأصلية دون مساهمة خوارزمية جديدة •

 

 الأوراق نتائج بين والتقاطع العلاقات

   .اتفاق عام على الحاجة إلى تحسينات الكفاءة في المحولات •

   .الكمّنة فعالة لخفض الطاقة، خصوصًا في الاستدلال •

   .أساسي للتعامل مع سلاسل طويلة مع توفير كبير في الموارد (Linformer الانتباه الفعاّل )مثل •

الاختلافات تكمن في مستوى التأثير: الانتباه الفعاّل يقلل التعقيد الحسابي؛ التقليم يقلل حجم النموذج؛ الكمّنة   •
 .تخفض دقة التمثيل وبالتالي الطاقة
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 المراجع

• Linformer: Self-Attention with Linear Complexity (arXiv, 2020). 

• Resource-Efficient Transformer Pruning for Finetuning of Large Models (CVPR 
2024 / IEEE). 

• Energy-Efficient Transformer Inference: Optimization Strategies (arXiv, 2025). 

• Energy-Efficient Transformer Inference — extended version (arXiv, 2025). 

• Comprehensive Survey of Pruning Techniques in Transformer (Springer, 2026). 

• IBM Research page for RECAP (2024). 
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